第二章 語者調適技術簡介

2.1 語者調適在實行上與性質上的分類
  語者調適技術的目的在於利用使用語者所提供的有限語料，來改善系統對該使用者語音的辨識能力。系統在實行語者調適時，需先獲得使用者的所提供的語料，此語料稱為調適語料（adaptation data）。如果系統每收集到一句調適語料便進行一次調適的工作，此法稱做循序調適法（sequential adaptation）、遞增調適法（incremental adaptation）或者線上調適法（on-line adaptation）；而如果系統將所有調適語料收集完全後才進行一次調適，此法便稱為批次調適法（batch adaptation）、靜態調適法（static adaptation）或離線調適法（off-line adaptation）。 

  此外，從另一情況來定義，如果調適語料的內容已事先得知，也就是說系統清楚每句語料的正確標音，我們即可找出某語音訊號和其相對應的模型參數，而藉由語料進行準確的調整，此法稱為監督式調適法（supervised adaptation）；相反的，若系統事先並不知道語料的內容，則需先對調適語料進行一次辨認，才能以辨認後的結果來當做語料的內容以進行調適，此法稱為非監督式調適法（unsupervised adaptation）。
  系統原有的語者不特定模型，稱之為初始模型（initial model）。以模型為基礎的調適法，通常需先利用初始模型對語音訊號進行解碼（切音），找出語料內每個音匡（frame）所對應最可能的模型狀態，甚至在非監督式的狀態下，還需事先對語料進行一次辨認。因此，辨認結果的正確與否以及切音時所採用的正算-逆算法（forward-backward）或維特比演算法（Viterbi）所得到的結果好壞，與初始模型的優劣有直接的關係。所以，最終調適後的成效也仍考驗著調適技術對於初始模型的切音與辨認錯誤的容忍度。
  調適方法就本身性質上而言，又可分為兩種方案：一是調整語音訊號的特徵向量，使現有的模型參數能更精確的描述其變化情形，二是調整模型參數使之更有效模擬該語者的特性。這兩種方法，前者稱為以語音訊號的特徵向量為基礎之調適法（feature-based adaptation），而後者稱為以模型為基礎之調適法（model-based adaptation）。目前有許多的研究結果顯示，以模型為基礎的調適法優於以特徵向量為基礎的調適法，同時在實做的要求與系統的複雜度上也較為簡單，因此近幾年來幾個熱門的調適技術，如最大相似度線性回歸法（MLLR）【1】、貝氏調適法（MAP）【8】、轉移向量場平滑法（VFS）【9】等皆是如此性質的調適法，同樣的，本論文中所研究的語者調適技術也屬於此範疇。 

2.2 語者調適技術的發展概況與主要面臨的問題
  以模型為基礎的語者調適技術從過去發展至今，我們大致可以依其實踐方式的性質而將之分為三大類，亦即以最大後機率估測法（maximum a posteriori, MAP）為基礎的調適方法、以參數轉換為基礎的調適方法（transform-based adaptation）以及以向量空間為基礎的調適方法。
  在第一大類的調適方法裡，我們需先合理地定義參數的先前機率分佈，才能利用這先前知識（prior knowledge）估算參數值。有別於最大相似度估測（maximum likelihood estimate）法，由於最大後機率估測法有待估參數的先前知識可使用，所以此估測法只需較少量的語料即能精準地調整參數。然而，一旦某參數並無與它相對應語料可用時，此參數的估測就只能仰賴其先前知識的幫忙了，因此以最大後機率估測法為基礎的調適技術要在語料量多的情形下才會較有其發揮的餘地。這一類較著名調適技術如:貝氏調適法及結構化最大後機率估測法（structural maximum a posteriori estimation, SMAP）【13】【17】等。
  第二大類的調適方法是利用有限的語料來估測調整模型用的轉換參數，隨即就以這些轉換參數將所有不論是否有語料存在的模型（unseen model或seen model）調整至適當的位置。憑著降低待估參數量，讓這些參數在有限的語料下也能獲得準確地估測，同時多數模型亦可分享這些可靠的參數值，所以如此參數共享的概念（parameter tying）讓這類調適技術有著快速調適的特質，在少量語料可用情況下，可一同解決沒有語料存在的模型未被調整到的問題。不過，由於此類調適方法對於模型參數是採以較粗略的調整，因此當語料足夠時，參數估測值的精確性也就只能達到某一程度，在調適效果上即會發生飽和的現象，而此時第一大類的調適方法會是較佳的選擇。這一類較典型的調適技術如：MLLR【1】、及MLLR的相關應用-語者適應性訓練（Speaker Adaptive Training, SAT）【20】【21】【22】。
  第三大類的調適技術採以向量空間做為調適基礎，亦即事前先利用訓練語者的聲學參數建構一個參數空間，調適工作進行時，便在此空間中尋找最適合語者特性的位置，隨即就以此求得的位置決定語者所有的聲學參數值。由於此類調適技術中待估的參數只是一組座標系數值，因此這參數量和第二大類的調適技術之參數數目相比之下，又少了許多，如此的優勢讓其調適速度更加的迅速，是這類技術最大優點之一；但相對的，因對語料的需求量很小，些許的語料即可求得語者在空間上較正確的位置，所以其調適效果的飽和速度非常快此正為這類技術主要的隱憂。這類調適技術較典型的有特徵語音調適法（Eigenvoice）【2】【3】【4】、最大相似度模型內差法（MLMI）【6】及分群適應性訓練法（Cluster Adaptive Training, CAT）【23】。
2.3本論文所使用及主要研究的調適方法
2.3.1 最大相似度線性回歸法（Maximum Likelihood Linear Regression ，MLLR）【1】【18】
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MLLR於1995年被提出後，至今仍廣受青睞與使用。在此調適法的原理背後，是先假設調適後的語音模型參數和現有的基準模型（baseline model）參數間為一線性回歸函數關係：
對於調適語料的每一個特徵向量，皆代表使用者語音空間中的一個樣本，而我們也已假設待求參數與現有參數間的函數關係，因此便可用最大相似度（Maximum Likelihood ，ML）估測法及使用者的語音樣本藉由式子
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即可求得A，B得值。這裡的Θ是指所有語音參數模型的集合，x可表示調適語料的觀測值。

  在使用上，由於最大相似度估測法需要有足夠的語料才能保證求出的參數可靠，當語料少時，我可以假設所有的模型皆有相同的A，B值，也就是說讓所有模型的語料共享以求出一組讓所有模型來調整參數值的A，B。當語料多時，為了將調適語料有效利用，我們可以把所有的模型分成許多群，以每一群模型所共有的語料去求出該群的A，B值。通常，調適語料愈多，所能分的群數也愈多。

  由於在此調適技術中，利用語料共享的觀念，沒有任何調適語料的模型也可藉助同一群組中有語料的模型來求出A，B值，所以每次調適時，只要選擇適當的分群，所有的模型參數皆可調整到，這也是最大相似度回歸法之所以長於快速語者調適上的主要原因。
  然而，如此語料共享的方法雖然在少量調適語料的情況下仍可讓所有的模型得到調整，但這樣的優點卻也埋下了另一個可謂”榮辱與共”的隱憂。也就是說，縱使只有一組A，B值待估，亦有可能因語料不足的關係，讓求得的A，B值不堪使用。結果整套模型反而被調差，一同犧牲掉了。這也正是最大相似度回歸法所會遇到的困境之一，不過我們會將在第五章為此提出解決的辦法。
2.3.2 貝氏調適法(Bayesian Adaptation)【8】
   貝氏調適法源於統計理論中之最大後機率估測法（maximum a posteriori estimation ，MAP），其理論的基本精神在於式子(2.4)： 
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其中，
[image: image3.wmf]MAP

q

表示模型參數的最大後機率估測值，θ表示未知的待估模型參數，x是觀測值（observation），也可說是語音空間中的樣本。
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分別代表參數θ的後機率密函數(a posterior distributon)、先前機率密度函數（prior distribution），
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 則描述了觀測值x的相似度（likelihood）。而當先前機率密度函數為常數函數時，表示這先前機率不具任何資訊（non-informative prior），此時上式便退化成為常用的最大相似度估測法（maximum likelihood estimation，MLE）。
  由此可見，貝氏調適法比以MLE為基礎的模型訓練演算法更多加考慮了待估模型參數的先前機率分佈。若能得知這個先前機率分佈，且將之與調適語料合併一同估測模型參數，便可得到更可靠的估測值。
  在模型基礎調適法中，θ即為模型參數，而x則是所獲得的調適語料。在高斯分佈
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中，若μ的先前機率為
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，則其最大後機率估測值為
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其中
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代表μ的估測值，而
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分別代表屬於此高斯成分的語料總音框數及所有屬於此高斯成分的觀測向量（即語音訊號特徵向量）平均值。

  在實際應用上，上式中的
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以現有初始模型的平均值向量
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代替，同時並將分子、分母同除以
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其中，
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相當於
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，一般可當作可調的參數。

  由上式可知最大後機率估測法就是將先前機率的平均值向量
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與調適語料的平均值
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做加權平均。對於相同的n值，T值愈大，
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的加權數就愈小，也可說初始模型的參數值佔的比重就愈高；相反地，T值愈小，
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的加權數則愈大，也可說調適語料的統計量佔較大的比重。另外我們還可發現，當調適語料的量非常有限，例如
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時，則模型參數的最佳估測結果由初始模型的平均值向量
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來主導；反過來說，當調適語料的量較多時，n值就變大，此時
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的權重便增加，即在
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中，調適語料的統計量的比重加大，此時也就愈能掌握該語者的語音特性。因為此調適法能對有語料的模型進行精調，所以當有大量的調適語料可用時，貝氏調適技術仍是目前最佳選擇。

  所以就貝氏調適法的特點而言，若要一言以蔽之，則真可謂”近可攻，退可守。”也就是說，有語料的模型自身可以進而得到精調;相反地，沒有語料可用的模型至少還仍維持現狀，繼續保有其基本的精確度。

2.3.3 樹狀結構高斯密度之語者調適法（Tree-structure Gaussian Density）
  參數共享複雜度的決定是語者調適技術中的一個重要的課題，對於這一點，辛氏（Shinoda）等人將所有高斯混合依在聲學空間的遠近【15】放置於一樹狀結構上，以階層式的架構解決參數共享複雜度的問題【16】。

  這樣樹狀結構高斯密度的觀念可直接應用在最大相似度線性回歸法（MLLR）的分群問題上，以下是我們簡單的說明。
  我們在2.3.1小節中曾說明過MLLR利用語料共享的觀念讓沒有調適語料的模型（unseen model）也能藉助同群中其他模型（seen model）的語料來進行參數的調整。因此我們必須事前先依據調適語料量的多寡來決定分群的數目，如此才能讓所收集到的語料有效地被利用。

  由經驗顯示，分群的數目是影響調適後辨識結果的關鍵。也很明顯的，其和調適語料量間有著正比的關係。然而實際上仍沒有一個合理的數學式子可以描繪兩者之間的關係，進而準確推算出怎樣的分群數和調適語料量才是最佳組合。所以在實作時，便從經驗上來判斷大抵的分群數，而這樣一來實驗中就多了”冒險”的成分在。另外，在實際的應用環境上，我們根本無從得知這次會有多少的調適語料可用，如果仍事先固定分群的數目，如此一來便失去了分群上的彈性。因此我們需要一個機制去根據現有的調適語料量來動態地決定適當的分群數。此時，樹狀結構高斯密度的觀念也正是被用來引導這項機制的運作，亦即我們在這棵所謂的回歸類別樹上（regression class tree）【14】【17】去決定分群的情況。

  這棵樹究竟如何來完成分群的工作?簡單來說，我們可以想像每個高斯混合就是此二元樹(即一個節點只能有兩個子節點)的一片樹葉，樹上的任一節點就是一個群組，換言之，若數個高斯混合往上層追溯後是屬於某個節點，也就代表這些高斯混合是被分在同一群組中。當然每個節點(群組)或樹葉(高斯混合)都有自己的語料量，而且對於此語料量，我們必須定訂一個臨界質(threshhod)來決定其是否夠資格來估測一組A，B值。若此節點或樹葉的語料量未超過臨界值，則就必須向上追溯使用其父節點(即更大的群組)的A，B值，再者，假如其父節點也仍未達臨界值標準，則再往上搜尋，直到有可信賴的A，B值可用。

  上述的法則即說明了動態分群機制的運作概況。我們可以體會到這樣的分群方式讓每個高斯混合所用的A，B值更具可靠性。同時再也不必費心去決定群組的個數及擔憂分群的失敗，因為更可靠的分群結果已經在這棵樹上決定出來了。然而，經驗顯示，事實上影響調適結果的關鍵卻已由分群數目轉移至臨界值的選定上了，所以至此仍有一份避免不了的考驗。
  此外，樹狀結構高斯密度的觀念亦可和最大後機率估測法結合，此即所謂的結構化最大後機率估測法（structural maximum a posteriori estimation, SMAP）【13】【17】。
  我們簡單的介紹此項技術。對於樹狀結構中的每個節點，我們可以計算其群集內偏移向量的最大相似度估測值
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【16】，若引進將差值做正規化的概念後【17】，SMAP以（2.7）求出
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其中T表示語料內種音框數，y(t)表示特徵向量值，
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表示節點k內的高斯密度總數。
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分別為高斯密度j的平均值、標準差以及時間t的音框落於高斯密度j的機率。
  對每一節點而言，我們以其父節點的偏移向量之機率分佈拿來當作這個節點的偏移向量之先前分佈。所以對於樹中任一分支上的節點
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 j=1…K而言，對於節點
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上偏移向量的最大後機率估測值
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，可用式（2.8）求得：
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                            （2.8）
其中，
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為節點
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內的語料量，
[image: image36.wmf]k
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是該節點的貝氏調適參數，是個實驗中可調的參數。從式（2.8）中，我們可以發現若語料量愈多時，組成
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之具決定性的節點則會出現在最靠下方且語料量足夠的節點上；反之，語料量少時，有影響力的節點大多分佈於樹狀結構的上層。所以，如此結合參數共享複雜度的決定機制以及待估參數之先前知識（prior knowledge）的應用，讓參數估測值的準確性就更為提升。
2.3.4 以向量空間為基礎之語者調適法(Vector-Space-Based Speaker Adaptation) 

  近年來，利用向量空間的觀念來實行語者調適已逐漸成為主流的方法之一，其中最著名的也莫過於剛問世不久特徵向量空間調適法(Eigenvoice)。當然，不論何者，它們都有一個共通的中心想法，就是將所有訓練語者的聲學參數向量化，並利用這些向量撐出一片可信賴的聲學向量空間。此後，在執行語者調適時，所做的工作便只是找出測試者在這聲學空間上的最可能的位置，因此所處的位置一旦被決定，測試者最後整套的聲學參數也就呼之欲出了。

  在本小節中，我們將簡單介紹兩個利用向量空間觀念來做語者調適的例子- 最大相似度模型內差法(Maximum Likelihood Model Interpolation, MLMI)及特徵語音調適法(Eigenvoice)。兩者運作的概念如圖2.3.5所示。
MLMI:



Eigenvoice:




決定語者聲學模型





圖2.3.1 MLMI及Eigenvoice運作概念
  因為在調適的過程中，我們所要尋找的是測試者在向量空間上最可能的位置，也可說是一組座標值，所以待估參數的個數就等於撐出聲學空間的向量基底(basis)個數，亦即空間的維度。如此的參數量和其它種類的調適方法比較起來是少了許多，因此在調適語料量很少的情況下，更能確保參數估測值的強健性，而這樣的特點也正是在做快速語者調適時所期盼的。所以這樣性質的調適法在做快速調適方面便成了箇中翹楚。

  然而難以兩全的是，雖然在快速調適上佔盡優勢，但卻似乎是”操之過急”了。由經驗顯示，其飽和的速度也很快，也就是說調適語料再增加時，調適後的辨識率並不會有所相對地提昇，大抵就維持在差不多的水平上，這正可說是此調適方法最大的隱憂所在，也是目前極待突破的瓶頸。  

2.4 本章結論

  本章中我們首先對於語者調適技術在性質與實行上的分類做了說明。隨後也大略地介紹語者調適技術近幾年來的發展概況以及主要所面臨的難題。

   在2.3節中我們也簡略的介紹本論文中所使用到的語者調適技術和正規化的方法，包含了貝式調適法，最大相似度線性回歸法，樹狀結構高斯密度的概念應用，利用向量空間觀念之語者調適法，以及適應性語者正規化。從整節的說明中我們不難發現，每樣技術皆各有所長，特點鮮明，所以使用時可依不同情況的需要，選擇適合的調適法。但可惜的是並無一個調適技術可集各家優越之處，因此如何去整合各調適技術的長處也是今後要努力的方向。
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